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Technical Report (Parcial — Fase 1)
First World Model:

VQ-VAE + GPT Dynamics para CarRacing-v3

Lucas Barcelos

Maio de 2026

Escopo deste relatório. Este documento fecha a primeira fase do projeto: VQ-VAE,
World Model (GPT causal) treinado offline com teacher forcing e política treinada via
imaginação sobre esse World Model congelado. Encerra no resultado comparativo contra
PPO direto no ambiente real (Seção 6.7).
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1 Visão Geral

Esse trabalho tem como objetivo montar um world model para o jogo car racing análogo
ao apresentado por David Ha em 2018 mas com mudanças de arquitetura. As principais
mudanças de arquitetura são no modelo de visão que serve para comprimir o espaço do
jogo e no modelo preditivo que tenta prever o futuro, neste primeiro a mudança foi de uma
VAE para uma VQ-VAE com finalidade de discretizar o espaço latente para nosso modelo
de previsão que nesse caso é um transformer e age como a RNN do artigo original. Para o
treinamento do modelo utilizamos dados coletados através de vários níveis de PPO

O pipeline completo é resumido abaixo:
Ambiente (CarRacing-v3)

| frames 84x84 RGB
v

Agente PPO (coleta)
| episodios .npz (frames 84x84)
v

VQ-VAE Encoder (resize interno 84x84 -> 64x64, bilinear)
| 64 tokens discretos / frame (codebook 512)
v

GPT Dynamics Model
| contexto de 19 frames -> preve frame t+1
v

Inferencia / "Sonho"

2 Coleta de Dados

Arquivo: agente_coleta/coleta.py

Um agente PPO pré-treinado com Stable-Baselines3 coleta episódios no CarRacing-v3 com
ações discretas (5 possíveis: esquerda, direita, acelerar, frear, neutro). No entanto, como
precisamos de dados diversos é necessário que coletemos cenários com diferentes resultados,
ou seja, optamos por definir um parametro para movimentos aleatórios e a função dele é
que tenhamos episódios com reward alta e com reward baixa e exploração total do ambiente
do jogo:

ε Fração do dataset

0.02 25%
0.05 25%
0.10 20%
0.20 15%
0.35 10%
0.60 5%

Tabela 1: Cronograma de exploração durante a coleta.

Pré-processamento por episódio

• FrameSkip(4) — acumula recompensa em 4 frames.

• CropBlackBar(12) — remove a barra de informações inferior (96× 96 → 84× 96).

• ResizeObservation(84×84) — redimensionamento do frame (–img_size default de
coleta.py).
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• NormalizeAndTranspose — (H,W,C) uint8 → (C,H,W ) float32 [0, 1].

• FrameStackChannels(4) — empilha 4 frames no eixo de canais (input do PPO usado
só pra escolher a ação durante a coleta).

Cada episódio é salvo como .npz com os arrays obs (T, 3, 84, 84), actions (T, ), rewards (T, )
e dones (T, ), o frame salvo é só o último canal do stack (frame atual, sem empilhamento),
em 84×84, não 64×64: o resize para 64×64 esperado pelo VQ-VAE não acontece aqui, e
sim dentro do próprio modelo (Seção 3).

3 Encoder — VQ-VAE

Arquivos: models/encoder/modules.py, models/encoder/train.py

O VQ-VAE comprime cada frame em uma grade de 8× 8 = 64 tokens discretos, cada
token sendo um índice num codebook com um total de 512 códigos diferentes. Internamente
o encoder opera em 64× 64× 3 (4 estágios de Downsample stride-2 exigem uma entrada
múltipla de 8×23 = 64), como os frames salvos pela coleta são 84×84, a própria classe VQVAE
(forward e encode_indices, models/encoder/modules.py) checa o tamanho recebido e
aplica F.interpolate(x, (64,64), mode=’bilinear’) antes do encoder, revertendo pra
o tamanho original na reconstrução, o resize 84 → 64 é parte do modelo, não um pré-
processamento em arquivo separado.

3.1 Arquitetura

Encoder (64× 64 → 8× 8). Uma convolução 3× 3 de entrada projeta para 64 canais,
seguida de 4 estágios com ch_mult = [1, 2, 4, 4]. Cada estágio contém dois ResnetBlocks
(GroupNorm + SiLU + conv + residual). Atenção espacial (AttnBlock) é aplicada nas
resoluções 16× 16 e 8× 8. Três operações Downsample (conv stride-2) reduzem a resolução
ao longo do caminho, com projeção final para latent_dim = 256.

Quantização Vetorial. Usa a biblioteca vector_quantize_pytorch com:

• Codebook: 512 entradas × 256 dimensões.

• Distância por similaridade de cosseno (use_cosine_sim=True).

• EMA decay = 0.99, commitment weight = 0.25.

Decoder (8× 8 → 64× 64). Arquitetura simétrica com ch_mult = [4, 4, 2, 1]. Upsample
(interpolação nearest + conv) substitui os Downsample. A mesma configuração de atenção
é mantida.

3.2 Treinamento

Checkpoints são salvos em models/VQVAE/ckpt.pt (último estado) e ckpt_best.pt (menor
val loss).

4 Modelo de Dinâmica — GPT Causal

Arquivos: models/dynamics/gptimage.py, models/dynamics/trainimage.py

O dynamics model aprende a prever os 64 tokens do próximo frame dado um contexto de
19 frames e a ação a ser executada.
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Hiperparâmetro Valor

Função de perda MSE (reconstrução) + VQ commitment
Otimizador AdamW (lr = 10−4, β = (0.9, 0.95))
Batch size 128
Épocas 400
Divisão do dataset 70% treino / 15% validação / 15% teste
Gradient clipping 1.0

Tabela 2: Configuração de treino do VQ-VAE.

4.1 Layout de Sequência

Cada frame ocupa um bloco de 65 tokens:

z0, z1, . . . , z63︸ ︷︷ ︸
64 tokens visuais

, a︸︷︷︸
1 ação

Com contexto de 19 frames, a sequência de entrada tem 19 × 65 = 1235 tokens. O
block_size máximo é 20× 65 = 1300 (contexto + bloco alvo).

4.2 Arquitetura

Componente Detalhe

obs_emb Embedding 512 → 256 (pesos amarrados à cabeça de saída)
act_emb Embedding 5 → 256
pos_emb Embedding posicional aprendido (1300 posições)
Transformer 6 camadas, 4 cabeças, dff = 1024, GELU, norm_first=True
Máscara Causal (triangular superior)
Cabeça de saída Linear 256 → 512 (pesos amarrados ao obs_emb)

Tabela 3: Componentes do GPT Dynamics.

4.3 Treinamento

Hiperparâmetro Valor

Função de perda Cross-entropy (nível de token), teacher forcing
Otimizador AdamW (weight_decay = 0.01, lr = 10−4, β = (0.9, 0.95))
Batch size 32
Épocas 5000
Precisão mista AMP
Gradient clipping 1.0
Context length 19 frames
Divisão do dataset 70% treino / 15% validação / 15% teste

Tabela 4: Configuração de treino do Dynamics Model.

O treino usa teacher forcing: o frame alvo é concatenado ao contexto e cada um dos 64
tokens é previsto com shift de posição dentro do bloco. O melhor checkpoint é salvo em
models/dynamics/dynamics_best.pt.
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4.4 Inferência Autorregressiva

Em imagine_next_frame, os 64 tokens do próximo frame são gerados um por um com
top-k sampling (k = 50, temperatura = 1.0). A cada passo, a janela deslizante descarta
o frame mais antigo e insere o frame recém-gerado, mantendo o contexto sempre com 19
frames.

5 Inferência e Resultados

Arquivo: models/dynamics/inferimage.py

Para avaliar o modelo, um episódio tokenizado é carregado e os primeiros context_len = 19
frames são usados como seed. O modelo então “sonha” 40 frames à frente usando as ações
reais do episódio.

Arquivo Conteúdo

results/dreams/dream.gif Seed real + continuação sonhada
results/dreams/real.gif Seed real + continuação real
results/dreams/comparison.png Grid: sonho (linha 1) vs. real (linha 2)

Tabela 5: Outputs gerados pela inferência.

A inspeção visual do comparison.png mostra que o modelo mantém a estrutura global
da pista (geometria da curva, posição do carro, coloração do gramado) ao longo dos frames
sonhados, com degradação gradual na nitidez dos detalhes finos à medida que a predição se
distancia do seed.

A métrica de token accuracy, fração dos 64 tokens sonhados que coincidem exatamente
com os tokens reais, fornece uma sanidade quantitativa adicional reportada ao fim de cada
execução da inferência.

6 RL via Imaginação — Política sobre o World Model

Arquivos: models/policy/modules.py, models/policy/rollout.py, models/policy/train_dream.py,
models/policy/eval_real_env.py, models/policy/eval_random_dream.py

Com o World Model já treinado e congelado, a etapa final do projeto é treinar uma política
de RL sem nunca tocar o ambiente real durante o treino: a política escolhe ações, o
World Model “sonha” a consequência (próximo frame + classe de recompensa + done), e a
política é treinada via actor-critic (PPO) inteiramente sobre esses rollouts imaginados.
Ressalva importante: essa ideia, controlador treinado 100% dentro do sonho, nunca
vendo o ambiente real durante o próprio treino, corresponde ao experimento de VizDoom
do artigo original de Ha & Schmidhuber (2018), não ao de CarRacing daquele artigo: lá, o
controlador do CarRacing foi treinado com CMA-ES rodando no ambiente real (usando a
representação comprimida do V+M só como entrada), com centenas de milhares de passos
reais de interação durante a otimização. O paralelo correto com este trabalho é o VizDoom,
adaptado ao fato de que aqui as observações já são tokens discretos (VQ), não um latente
contínuo.
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6.1 Desafio de Design: a Ação Recém-Escolhida é Causalmente Inerte

Um detalhe da arquitetura do GPT Dynamics (Seção 4) tem implicação direta no desenho
do rollout imaginado. Cada bloco de frame é organizado como

z0, . . . , z63︸ ︷︷ ︸
64 tokens visuais

, a︸︷︷︸
1 ação

,

com a ação na última posição do bloco. A máscara causal do transformer impede que
qualquer representação usada para prever recompensa/done dentro da MESMA chamada
“veja” além da própria última ação do contexto, ou seja, reward_logits/done_logits
retornados por uma chamada de encode_state(obs_tokens, act_tokens) descrevem a
transição já commitada por act_tokens[:,-1], nunca uma ação recém-escolhida que
ainda não entrou na janela deslizante.

Isso significa que um rollout ingênuo, action_t = policy(state_t); reward_t, done_t
= imagine(ctx, action_t), atribuiria a recompensa da ação anterior à ação nova: um
erro silencioso de credit assignment, sem crash. A recompensa/done de uma ação só existe
na chamada de encode_state seguinte, depois que ela desliza para dentro da janela de
contexto.

6.2 Rollout Deslocado

O laço de coleta (collect_rollout, models/policy/rollout.py) corrige isso deslocando
reward/done em uma posição. Para t = 0, . . . , H − 1:

state_t, reward_logits_t, done_logits_t = world_model.encode_state(obs_ctx,
act_ctx)

action_t, log_prob_t, value_t, _ = actor_critic.act(state_t)
next_frame, _, _ = world_model.imagine_next_frame(obs_ctx, act_ctx, action_t)
obs_ctx = cat([obs_ctx[:, 1:], next_frame], dim=1)
act_ctx = cat([act_ctx[:, 1:], action_t], dim=1)

Depois do laço, mais uma chamada de encode_state no (obs_ctx, act_ctx) final for-
nece reward_logitsH/ done_logitsH (a consequência de actionH−1) e o valor de bootstrap
V (sH) para o GAE. O par de treino final usa rewardt =lookup(reward_logitst+1.argmax());
reward_logits0 (da semente real, não causada pela política) é descartado. A classe de
recompensa {0, 1, 2} = {neg, neutro, pos} é convertida em escalar via REWARD_LOOKUP=
[−1, 0,+1], limitação herdada do World Model congelado, que só prevê o sinal da recom-
pensa, não sua magnitude.

Como o World Model não tem mecanismo de parada (mesmo após um done=1 imaginado
ele segue gerando frames, possivelmente lixo), uma máscara de atividade cumulativa
(active_mask) exclui da perda os passos posteriores ao primeiro done — o próprio passo
terminal permanece ativo.

6.3 Arquitetura da Política

ActorCritic (models/policy/modules.py) é um MLP pequeno com tronco compartilhado
entre as duas cabeças:

6.4 Treinamento PPO

O treino (train_dream.py) segue o laço padrão on-policy : para cada update, amostra
uma semente real de contexto do dataset já tokenizado, coleta um rollout imaginado de
horizon passos com collect_rollout, computa vantagens via GAE, e atualiza a política
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Componente Detalhe

Entrada state_repr ∈ R256 (saída de WorldModel.encode_state)
Tronco Linear(256,128) → Tanh → Linear(128,128) → Tanh
policy_head Linear(128,5) — logits sobre as 5 ações discretas
value_head Linear(128,1) — valor escalar

Tabela 6: Arquitetura do ActorCritic.

em múltiplas épocas de minibatches (ppo_update), sem nenhuma chamada adicional ao
World Model nessa fase, já que os estados do rollout ficam armazenados destacados do
grafo.

Hiperparâmetro Valor

Horizon (passos imaginados/rollout) 8
Batch size (rollouts paralelos) 32
Otimizador Adam (lr = 3× 10−4)
γ / GAE λ 0.99 / 0.95
Clip range (PPO) 0.2
Coeficiente de entropia 0.01
Coeficiente de valor (vf_coef) 0.5 (default) — 0.05 no run revisado
Épocas por update 10
Minibatch size 64
Updates 5000

Tabela 7: Configuração de treino da política via imaginação.

O horizon= 8 não é arbitrário: avaliações do World Model isolado (eval_rollout.py)
mostraram que a confiabilidade da recompensa prevista cai abaixo de um baseline de
persistência por volta do passo 10–11, de forma consistente em diferentes checkpoints,
rollouts mais longos acumulariam alucinação do modelo em vez de sinal de treino útil.

6.5 Diagnóstico: Colapso de Entropia e o Tronco Compartilhado

A curva de treino (TensorBoard) mostra mean_reward subindo cedo e depois estagnando/os-
cilando a partir de ∼update 1500, enquanto entropy cai gradualmente e colapsa de forma
abrupta após ∼update 3000; value_loss permanece grande (30–45) e nunca converge.

Hipótese de causa raiz: como policy_loss (∼0.01–0.02) é ∼2000× menor que vf_coef ×
value_loss (∼ 0.5 × 35 = 17.5) e as duas cabeças compartilham o tronco, o gradiente
combinado que chega ao tronco é dominado quase inteiramente pelo objetivo de valor,
sufocando o sinal de melhoria da política. Isso motivou um segundo treino com vf_coef =
0.05 (Seção 6.7), cujos resultados no ambiente real confirmam parcialmente a hipótese: o
checkpoint best desse run supera claramente o do run anterior, mas o checkpoint final
(mais tarde no treino) ainda piora em relação ao best, o colapso é atenuado, não eliminado.

6.6 Avaliação no Ambiente Real

Arquivo: models/policy/eval_real_env.py

O rollout imaginado nunca prova, por si que o aprendizado transfere para o jogo de verdade,
o World Model pode ter aprendido um “mundo” tendencioso. eval_real_env.py fecha
esse ciclo: a cada passo, o frame real do CarRacing-v3 é pré-processado de forma idêntica
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ao pipeline offline (FrameSkip(4), CropBlackBar(12), Resize(64×64)), codificado via
VQVAE.encode_indices, inserido numa janela de contexto deslizante do mesmo tamanho
de context_len, e a ação é escolhida por ActorCritic.act (ou argmax no modo determi-
nístico) a partir de WorldModel.encode_state, mas agora aplicada de fato no ambiente,
acumulando a recompensa contínua real do gym, não a classe {−1, 0,+1} prevista pelo
World Model.

Todos os episódios ignoram skip_frames= 12 frames de introdução (zoom-in da câmera),
igual à convenção de extract_tokens.py, e terminam por terminated (saída de pista) ou
pelo limite padrão do gym (max_episode_steps= 1000). Em 5 das 6 execuções reportadas,
os 30 episódios bateram exatamente 219 passos de política (nenhuma saída de pista);
a exceção é final/determinística, com média de 218.03 passos, pelo menos um dos 30
episódios terminou antes do limite de tempo por sair da pista.

6.6.1 Baselines

Para responder “o World Model compensa?”, três baselines foram implementados:

• Aleatória no real (eval_real_env.py –random_policy): ação uniforme a cada
passo, direto no CarRacing-v3, com o mesmo orçamento de warmup dos outros
modos, mede o “chão” de fato do ambiente.

• Aleatória sonhando (eval_random_dream.py): a mesma política aleatória, mas
rodando dentro da imaginação do World Model, no mesmo horizon= 8 do treino,
mede reward por passo (não por episódio, dado que o World Model degrada após
∼10–11 passos) e serve pra checar se o World Model é sequer uma simulação razoável
quando não guiado.

• PPO direto no real (eval_real_env.py –sb3_policy): o agente PPO de agente_coleta/train.py
(Stable-Baselines3, CnnPolicy, observação em pixels, sem passar pelo World Model
em nenhum momento), treinado com 2 milhões de passos reais de interação, mede o
quanto se perde (ou ganha) ao substituir interação real por imaginação. Esse baseline
usa seu próprio pipeline de observação (pixels em 84×84, para bater com a resolução do
checkpoint treinado), diferente dos 64×64 usados pela política via imaginação – os dois
pipelines terminam episódio pela mesma regra (terminated ou max_episode_steps),
o que garante comparabilidade de reward mesmo com resoluções de entrada diferentes.

6.7 Resultados

Método Reward médio Reward/passo Desvio padrão

PPO direto no real (2M passos reais) 668.84 3.05 143.07
Política via sonho, best, determinística 457.88 2.09 151.70
Política via sonho, best, estocástica 344.73 1.57 177.42
Política via sonho, final, estocástica 301.61 1.38 138.73
Política via sonho, final, determinística 262.79 1.20 188.73
Aleatória, real −41.91 −0.19 14.84

Tabela 8: Comparação de reward no CarRacing-v3 real (30 episódios, 219 passos de política
cada), checkpoints do run com vf_coef = 0.05.
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6.7.1 Interpretação

1. Aprender via imaginação transfere. Todas as variantes da política treinada supe-
ram o acaso por larga margem no ambiente real (262 a 458 contra −42), confirmando
que o aprendizado dentro do sonho não é um artefato do simulador, ele generaliza
para o jogo de verdade.

2. PPO direto ainda vence, mas por uma margem que quantifica o trade-off.
O PPO treinado com 2 milhões de interações reais atinge 668.84; a melhor política
via imaginação atinge 457.88, 68% do desempenho do PPO direto, ao custo de
zero interações reais durante o treino da política. Esse é o resultado central
da abordagem “world models”: trocar amostras reais caras por um modelo aprendido,
aceitando uma perda de desempenho parcial em troca de eficiência amostral.

3. O colapso de entropia deixa desempenho na mesa. Em ambos os modos
(estocástico/determinístico), o checkpoint best supera o final, evidência direta de
que o treino continua além do ponto ótimo e degrada, consistente com o diagnóstico
da subseção anterior. Um critério de seleção de checkpoint mais robusto que o atual
(best_reward de um único rollout de 32 sementes) e/ou um vf_coef ainda mais
baixo são as próximas melhorias óbvias.

7 Estrutura de Arquivos

first-world-model/
|-- agente_coleta/
| |-- train.py # treino do agente PPO
| ‘-- coleta.py # coleta de episodios com epsilon-schedule
|-- models/
| |-- encoder/
| | |-- modules.py # VQ-VAE (Encoder, Decoder, VQVAE)
| | |-- train.py # loop de treino do VQ-VAE
| | ‘-- dataset.py # CarRacingDataset
| |-- dynamics/
| | |-- gptimage.py # DynamicsModel + DynamicsConfig
| | |-- trainimage.py # loop de treino do dynamics
| | |-- inferimage.py # inferencia e geracao de GIFs
| | ‘-- datasetimage.py # DynamicsDataset (tokens pre-extraidos)
| ‘-- policy/
| |-- modules.py # ActorCritic (politica sobre o World Model)
| |-- rollout.py # collect_rollout + GAE (rollout deslocado)
| |-- train_dream.py # treino PPO via imaginacao (WM congelado)
| |-- collect_from_policy.py # coleta de episodios com politica treinada
| |-- eval_real_env.py # avaliacao no CarRacing-v3 real + baselines
| ‘-- eval_random_dream.py # baseline aleatoria dentro da imaginacao
|-- extract_tokens.py # tokenizacao do dataset com VQ-VAE treinado
‘-- results/dreams/ # outputs da inferencia

8 Resumo das Escolhas de Design
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Decisão Motivação

Discretização VQ-VAE Tokens discretos simplificam o espaço de previsão
do GPT (cross-entropy vs. regressão contínua).

Atenção apenas em baixas
resoluções

Reduz custo quadrático da atenção mantendo capa-
cidade de modelagem global nas resoluções 8× 8 e
16× 16.

Pesos amarrados encoder/-
decoder

Regularização padrão em language models; reduz
parâmetros sem perda de capacidade expressiva.

Epsilon-schedule crescente Garante cobertura de estados raros sem sacrificar a
qualidade média do dataset.

Teacher forcing no treino
de dinâmica

Estabilidade de gradiente; evita acúmulo de erros
durante o treino.

Top-k sampling na inferên-
cia

Evita tokens de baixíssima probabilidade sem colap-
sar para decodificação greedy.

Rollout imaginado deslo-
cado em 1 passo

A ação recém-escolhida é causalmente inerte na
mesma chamada de encode_state (máscara causal);
sem o deslocamento, a recompensa seria atribuída à
ação errada.

Horizon curto (8 passos)
no treino via imaginação

eval_rollout.py mostrou que a confiabilidade da
recompensa prevista cai abaixo do baseline de per-
sistência após o passo ∼10–11; horizons maiores só
acumulariam alucinação do modelo.

Tabela 9: Principais decisões de design e suas justificativas.
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